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Resumen 
 
En el presente trabajo se presenta el modelamiento y posterior simulación del proceso de molienda en los molinos 
semiautogénos, mediante el uso de redes neuronales dinámicas. Para dicho efecto se hizo uso de datos simulados por 
un programa realizado con la herramienta Simulink de Matlab confeccionado sobre la base de un modelo 
fenomenológico existente que describe el proceso de fractura de las colpas de mineral en dichos molinos. 
 
Palabras Claves: Redes Neuronales, Modelamiento Dinámico de Sistemas, Redes Dinámicas. 
 
 

I. Introducción 
 

Las redes neuronales artificiales son una rama de la Inteligencia Artificial, específicamente del área 
conexionista, pues simulan el funcionamiento de las neuronas biológicas, en particular de la interconexión que existe 
entre ellas.  

Las redes neuronales artificiales son modelos matemáticos que simulan ciertas capacidades del cerebro humano 
y debido a que ellas pueden ”adquirir conocimiento”, son aplicables en tareas donde no hay reglas bien definidas 
como es el caso del análisis financiero, mercadotecnia, procesamiento de señales, automatización y robótica, 
reconocimiento de patrones o clasificación [10]. 

En el presente trabajo, las redes neuronales son aplicadas al modelamiento del proceso de molienda 
semiautógeno, utilizado en los procesos mineros para reducir el tamaño de mineral que sale de la mina. Dicho 
modelo permitirá observar y controlar algunas variables del proceso. 

En la actualidad se encuentra disponible un modelo fenomenológico que describe la dinámica del proceso de 
molienda semiautógeno basado en un balance de masas que involucra la variable peso (ω ) según cada tamaño de las 
partículas de mineral dentro del molino.  

Este modelo sirvió para generar datos que alimentan al modelo neuronal, el que posteriormente será ampliado 
para su uso en el proceso real. 

El presente trabajo se divide en las siguientes secciones: descripción del proceso de molienda semiautógeno, 
modelamiento del proceso de molienda semiautógeno, modelamiento neuronal del proceso, resultados obtenidos y 
conclusiones del trabajo. 
  

II. Descripción del proceso de Molienda  
 
El objetivo del Proceso de Concentración en minería es liberar y concentrar las partículas de cobre que se 

encuentran en forma de sulfuros en las rocas mineralizadas, de manera que pueda continuar a otras etapas del 
proceso productivo. El proceso de concentración se divide en tres fases: Chancado, Molienda y Flotación [1].   

En el chancado el mineral proveniente de la mina presenta una granulometría variada, por lo que se requiere 
reducir su tamaño hasta obtener un tamaño máximo de ½ pulgada. Para esto se utiliza la combinación de tres equipos 
en línea, los que se conocen como chancado primario, secundario y terciario. 



 

En la molienda se continúa reduciendo el tamaño de las partículas, para obtener una granulometría máxima de 
180 micrones (0,18 mm). El proceso de la molienda se realiza utilizando grandes equipos giratorios o molinos de 
forma cilíndrica, en dos formas diferentes: molienda convencional o molienda SAG. 

La molienda convencional se realiza en dos etapas, utilizando molino de barras y de bolas, respectivamente, y el 
material que ingresa a estos molinos proviene del chancado terciario. En los molinos de barras el elemento de 
molienda son barras de acero de 3,5 pulgadas de diámetro y en los molinos de bolas son bolas de acero de 3,5 
pulgadas de diámetro. 

Los molinos SAG (SemiAutóGenos) son equipos de mayores dimensiones y más eficientes que los anteriores. El 
mineral se recibe directamente desde el chancado primario con un tamaño cercano a 8 pulgadas. Este material es 
reducido gracias a la acción del mismo material mineralizado presente en partículas de variados tamaños y por la 
acción de numerosas bolas de acero, de 5 pulgadas de diámetro. 

La selección de una u otra configuración en la mayoría de los casos depende de consideraciones más bien 
económicas que técnicas, ya que el crecimiento experimentado por los molinos semiautógenos se debe 
principalmente a los bajos costos totales de estos. El costo de capital de un circuito semiautógeno es 
aproximadamente un 80%  del costo de capital de un circuito convencional en el rango de capacidades de 50.000 t/d. 
Por otra parte, el costo de operación del circuito semiautógeno es alrededor del 85% del convencional [2]. 

En el futuro próximo la molienda semiautógena seguirá aumentando en cantidad y variedad de aplicaciones, por 
lo que la modelación computacional será utilizada intensamente para fines de mejorar el diseño, optimizar y 
controlar la operación. 
 
 

III. Molienda Semiautógena 
 

En la molienda autógena actual (AG), rocas de hasta 8 pulgadas o más son alimentadas a un molino cilíndrico, 
cuyo diámetro es 2 a 3 veces su largo. La palabra autógena indica que la molienda ocurre debido a la propia acción 
de caída de las colpas minerales desde una altura cercana al diámetro del molino. La molienda semiautógena (SAG) 
es una variación del proceso de molienda autógena y en ella se adicionan medios de molienda metálicos al molino, 
cuyo volumétrico de llenado varía de 4 a 14% del volumen del molino(ver figura 1). 
 
 
 
 
 
 
 

 
 
 
 
 

Figura 1. Esquema del molino SAG – Vista externa e interna. 
 
 
 En la operación de estos molinos se busca trabajar en condiciones que impliquen el máximo consumo de 
potencia instalada. Pero esto implica trabajar en un punto de operación inestable ya que un aumento en el nivel de 
llenado del molino más allá del punto de consumo máximo conduce a una condición de sobrellenado de éste (ver 
figura 2). 
 
 
 
 
 
 
 



 

Figura 2. Variación típica del consumo de potencia con el 
nivel volumétrico de llenado total del molino. 

 
Además, debe tenerse en cuenta que el valor de potencia máxima que puede consumir un molino semiautógeno 

no es constante y depende principalmente de la densidad de la carga interna, la distribución de tamaños de la 
alimentación y del estado del revestimiento. El nivel de llenado de la carga interna que corresponde al máximo 
consumo de potencia está relacionado con el nivel de llenado de medios de molienda y el movimiento de la carga 
interna. Por ello, los operadores de circuito de molienda semiautógena deben intentar conjugar estos factores para 
lograr, primero estabilizar la operación y posteriormente buscar su mejoramiento. 

Para la operación estable de un molino semiautógeno se requiere tres condiciones: una adecuada proporción de 
las fracturas gruesas, intermedias y fina en la alimentación fresca, que permita al molino reponer los medios 
moledores; un flujo de alimentación fresca al molino que permita balancear la tasa de ingreso del mineral grueso con 
su tasa de molienda hacia tamaños más pequeños; y una tasa de descarga a través de la parrilla del molino que 
permita evacuar el mineral fino a la misma tasa que ingresa y que se genera por la fractura de los tamaños superiores 
[3]. 

 
Para modelar la molienda SAG y dadas las características físicas de este tipo de equipos, el molino se ha 

dividido en las siguientes partes. 
- Cámara de molienda: Aquí, se identifica y modela la ocurrencia del proceso de molienda y transporte 

de masa. 
- Cámara de descarga: Aquí, se verifica la clasificación por la parrilla interna y la posterior evacuación 

del material como producto final mediante los alzadores de pulpa. 
 
Las partículas de mineral que alimentan al molino ingresan a la cámara de molienda, cuyo producto enfrenta a la 

parrilla interna, donde, de acuerdo a una probabilidad de clasificación ( ic ), las partículas pueden permanecer en la 
cámara de molienda o formar parte del flujo de descarga, ya sea que éstas hayan o no atravesado la parrilla de 
descarga del molino [4]. 

 
En la figura 3 se muestra la representación esquemática  del molino semiautógeno en donde: (1) representa el 

molino real, (2) representa la cámara de molienda y (3) representa la parrilla interna, y: 
F y P : son la alimentación y el producto del molino. 
F* y P* : son los flujos de alimentación y producto del molino imaginario interno. 
T : es el flujo de recirculación.  
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 Figura 3. Representación esquemática de modelo de molienda semiautógena. 
 

En base a este enfoque se describe el modelo fenomenológico para el molino semiautógeno, el cual  plantea una 
ecuación diferencial respecto de la variable peso (ω ), obteniéndose un modelo para la dinámica de cada uno de los 
tamaños de partículas determinadas dentro del molino. 
 

Modelo fenomenológico para el molino semiautógeno: 
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Donde : iω  : Carga interna en ton. 

  if   : Flujo de alimentación en ton/h. 
  iK  : Velocidad efectiva de molienda. 
  ic   : Factor de eficiencia de clasificación. 
  W  : Peso total del mineral en la carga interna. 
  

El modelo anterior describe una ecuación parcial que se encuentra completamente definida con los datos de 
entrada y de realimentación de los pesos internos del mineral dentro del molino. 

 
 

IV. Modelamiento de Sistemas con Redes Neuronales 
 

El modelo neuronal es dinámico cuando modela un sistema dinámico, entendiendo como tal aquel cuyas salidas 
están determinadas  por sus entradas en este instante y al menos una de las instancias anteriores, es decir, existe al 
menos una realimentación entre las salidas y las entradas. Esto también puede interpretarse como un sistema con 
memoria, es decir, las respuestas al sistema dependen de lo que acontece en este instante y de lo que aconteció en 
instantes anteriores [9]. 

Las redes recurrentes son aquellas en las cuales existen conexiones entre una capa y una anterior, por lo cual se 
registra retroalimentación entre las neuronas de dichas capas. Estas redes son capaces de aprender la dinámica del 
conjunto de datos. Su comportamiento es similar al de los filtros adaptativos. En [5] se define la forma canónica de 
una red neuronal, la cual permite transformar cualquier red con recurrencia interna, a una red con recurrencia 
externa.  

Una vez entrenada la red, ésta puede utilizarse como predictor: prediciendo qué valor tendrá la variable en el 
próximo instante de tiempo (OSA, one step ahead); ó como simulador: simulando todos los valores del conjunto de 
datos a partir de los valores iniciales (MPO, model predicted output) [6][7]. 
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V. Modelamiento del Proceso 

 
A partir del modelo fenomenológico apropiadamente implementado utilizando el software Simulink de Matlab 

6.1 se generaron datos que sirvieron para el entrenamiento de la red neuronal. Se añadió ruido gaussiano a las salidas 
de amplitud igual a un 5% de la amplitud de la señal sin ruido. Como señales de entradas se utilizaron señales 
binarias pseudoaleatorias que simulan la cantidad de mineral que ingresa al molino. Las salidas corresponden al 
mineral que es evacuado del molino (ver figura 3) [8]. 

El criterio utilizado para formar grupos de datos está referido a los tramos lineales que se encuentran en la curva 
de eficiencia de clasificación resultando cinco grupos correspondientes a distintos tamaños en la alimentación del 
molino, los cuales son: colpas de mineral muy grande, grandes, medianas, pequeñas y colpas de mineral muy 
pequeñas. El mineral evacuado del molino corresponde a los tres tamaños inferiores descritos anteriormente. 

La arquitectura del modelo neuronal utilizada contempla como variables de entrada a los cinco tamaños 
diferentes de la alimentación del molino (variables de control). Las variables de estado corresponden al producto de 
salida del molino. En las variables de estado se consideran sólo 3 tamaños menores, pues se supone que al entrar al 
molino, y luego del proceso, el mineral más grande se muele y sólo se obtiene el mineral que tiene un diámetro 
menor a la parrilla de descarga.  

De esta forma el modelo más cercano a las salida deseada es el descrito en la figura 4. 
 

 
 
 
 
 
 
 
 
 
 
 
 
 
 

Figura 4. Arquitectura de la red,   
p: descarga del molino para las distintas granulometrías de salida y 

f: alimentación al molino para las distintas granulometrías. 
 
Inicialmente se diseñó una red multicapa con recurrencia externa, a la cual se le fueron modificando los 

parámetros para obtener mejores resultados. Se trabajó modificando la cantidad de capas ocultas (1 y 2 capas), 
neuronas por capas (entre 5 y 20 neuronas en la capa oculta), funciones de transferencia, tipo y tamaño de señales de 
entrada y algoritmos de entrenamiento. 

Los resultados de los parámetros que simulaban de mejor manera el proceso son: 
 

Número de capas ocultas   = 1 
Neuronas capa oculta  = 10 
Función de transferencia  = logarítmica sigmoide en ambas capas 
Algoritmo de entrenamiento = algoritmo de retropopagación quasi-Newton (trainbfg) 
Número de épocas   = 1000 
Número de entradas   = 8 

 
De 1000 datos aproximadamente generados por el modelo fenomenológico, del tipo señales binarias 

pseudoaleatorias, se consideraron 500 datos para entrenamiento y el resto para validar el modelo. En la prueba de la 
red se utilizaron señales sinusoidales, las cuales se ocuparon para comprobar la buena generalización que estaba 
realizando ésta. A las entradas ocupadas tanto en el entrenamiento y en las pruebas se les incorporó ruido. 
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VI. Análisis de Resultados 

 
Para evaluar la red neuronal se utilizaron dos tipos de predicciones, uno que genera toda la serie de datos a partir 

de condiciones iniciales dadas (MPO) y otro que predice la salida sólo en el tiempo siguiente (OSA).  
Los resultados son comparados utilizando los índices de error correspondientes al Error Cuadrático Medio 

(RMS), la Desviación Estándar Residual(RSD) y el Índice de Adecuación (IA), los cuales se indican a continuación 
[9]: 
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Donde iο   y ip  son lo valores predichos y observados, respectivamente, en el tiempo i, y N es el número total 

de datos. mii pp ο−='   y mii οοο −=' , siendo mο  el valor medio de las observaciones. 
Para comprobar el comportamiento del modelo se realizó su validación con el resto de las entradas binarias 

aleatorias generadas. Como este comportamiento fue bueno se procedió a verificar su generalización con entradas 
sinusoidales aleatorias. Los resultados obtenidos por el modelo para los tres tipos de tamaño se muestran en las tablas 
1 y 2. 

 
 

Tabla 1. Resumen de los índices de error del modelo neuronal con predicción MPO. 
 Entradas sinusoidales pseudoaleatorias 

 Colpas medianas Colpas pequeñas  Colpas más pequeñas 
IA 0.9647 0.9533 0.9297 

RMS 0.0831 0.0734 0.0778 
RSD 0.0569 0.0744 0.0985 

 
Las figuras 5, 6 y 7 muestras los resultados obtenidos por el modelo con entradas sinusoidales aleatorias para 

predicción tipo MPO. 
 

Figura 5. Salidas de la red y del modelo fenomenológico, colpas medianas. 



 

 

 
Figura 6. Salidas de la red y del modelo fenomenológico, colpas pequeñas. 

 

Figura 7. Salidas de la red y del modelo fenomenológico, colpas muy pequeñas. 
 

 
 
Tabla 2. Resumen de los índices de error del modelo neuronal con predicción OSA. 

 Entradas sinusoidales pseudoaleatorias 
 Colpas medianas Colpas pequeñas  Colpas más pequeñas 

IA 0.9932 0.9926 0.9922 
RMS 0.0370 0.0296 0.0269 
RSD 0.0258 0.0306 0.0345 

    



 

 Las figuras 8, 9 y 10 muestras los resultados obtenidos por el modelo con entradas sinusoidales aleatorias para 
predicción tipo OSA. 

 
 

Figura 8. Salidas de la red y del modelo fenomenológico, colpas medianas. 
 

 
  Figura 9. Salidas de la red y del modelo fenomenológico, colpas pequeñas. 



 

Figura 10. Salidas de la red y del modelo fenomenológico, colpas muy pequeñas. 
 

 
Dados los resultados expuestos anteriormente se puede apreciar que el modelo neuronal logra generalizar 

satisfactoriamente, dado que se entrenó la red con datos binarios y se probó con datos sinusoidales, entregando 
índices aceptables, para cada uno de los tamaños de colpa. En el caso del índice de adaptación un valor aceptable es 
mayor al 90%; en el error cuadrático medio un valor aceptable es menor a 0.1 y en el caso la desviación residual es 
inferior a 0.1. 
 
  

VII. Conclusiones 
 
Este trabajo ha permitido comprobar la eficiencia de las redes neuronales recurrentes en la tarea de modelar 

complejos sistemas dinámicos no lineales. En este caso la recurrencia es externa, utilizando cómo algoritmo de 
entrenamiento el algoritmo de retropropagación. 

Si bien es cierto los datos utilizados para la construcción del modelo provienen de la simulación de un  modelo 
fenomenológico, este proyecto servirá de base para probar la red con otras variables de estado propias del proceso 
real que no se han incorporado hasta ahora, como lo son el nivel de llenado del molino, la presión en los descansos, 
velocidad de rotación, etc. 

 El fin último de este proyecto es lograr realizar un modelo utilizando las variables mencionadas 
anteriormente y con ello poder aportar  a la investigación de nuevas tecnologías que permitan a la minería llevar a 
cabo procesos más eficientes y basados en toma de decisiones oportunas. En este caso aportar en el proceso de 
molienda SAG para determinar interrogantes como: ¿el porcentaje de medios de molienda es adecuado?, ¿cuánta 
potencia aplicar al molino? o ¿está bien el nivel de carga del molino?, etc., con el fin de optimizar la operación de 
este complejo proceso. 
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